
Введение в машинное  
обучение и байесовский вывод

Машинное обучение
Основы байесовского вывода 01

Байесовский выбор
моделей, BIC и AIC

Машинное обучение · Основы байесовского вывода 09–10

Сергей Николенко · Центральный университет, Москва · 23 октября 2026 г.

Random facts:

• 23 октября 4004 г. до н.э., по расчётам архиепископа Ашшера, был сотворён мир

• 23 октября 1707 г. впервые собрался парламент Великобритании

• 23 октября 1958 г. в бельгийском журнале «Спиру» впервые появились смурфы

• 23 октября 2001 г. Apple представила iPod: «тысяча песен в кармане»

• 23 октября — День моля, в честь числа Авогадро 6,02 ⋅ 1023



КРАТКОЕ РЕЗЮМЕ ПРЕДЫДУЩЕЙ СЕРИИ

• В прошлый раз мы увидели, как ломается интуиция в
высокой размерности, разложили ошибку на смещение,
разброс и шум и провели байесовский вывод для гауссиана
до конца.

• Всюду оставался один вопрос: насколько сложную модель
брать? Чем больше параметров, тем лучше она объясняет
обучающую выборку — и тем легче переобучается.

• Сегодня ответим на него по-байесовски: обоснованность
(evidence) 𝑝(𝐷 ∣ ℳ) и бритва Оккама, которая получается из
неё сама собой.

• Потом научимся подбирать по ней гиперпараметры
(эмпирический байес), выведем из неё BIC и совсем другим
путём придём к AIC.
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БАЙЕСОВСКОЕ
СРАВНЕНИЕ МОДЕЛЕЙ



БАЙЕСОВСКОЕ СРАВНЕНИЕ МОДЕЛЕЙ

• Мы говорили о том, что при увеличении числа параметров
модели возникает оверфиттинг.

• Как этого избежать? Как сравнить модели с разным числом
параметров?

• Теория байесовского вывода предлагает такой выход:
давайте будем не точечные оценки параметров модели
рассматривать, а тоже интегрировать по параметрам модели.
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БАЙЕСОВСКОЕ СРАВНЕНИЕ МОДЕЛЕЙ

• Пусть мы хотим сравнить модели из множества {ℳ𝑖}𝐿
𝑖=1.

• Модель – это распределение вероятностей над данными 𝐷.
• По набору данных 𝐷 можно оценить апостериорное
распределение

𝑝(ℳ𝑖 ∣ 𝐷) ∝ 𝑝(ℳ𝑖)𝑝(𝐷 ∣ ℳ𝑖).
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БАЙЕСОВСКОЕ СРАВНЕНИЕ МОДЕЛЕЙ

• Если знать апостериорное распределение, то можно сделать
предсказание:

𝑝(𝑡 ∣ x, 𝐷) =
𝐿

∑
𝑖=1

𝑝(𝑡 ∣ x, ℳ𝑖, 𝐷)𝑝(ℳ𝑖 ∣ 𝐷).

• Model selection (выбор модели) – это когда мы приближаем
предсказание, выбирая просто самую (апостериорно)
вероятную модель.
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БАЙЕСОВСКОЕ СРАВНЕНИЕ МОДЕЛЕЙ

• Если модель определена параметрически, через w, то

𝑝(𝐷 ∣ ℳ𝑖) = ∫ 𝑝(𝐷 ∣ w, ℳ𝑖)𝑝(w ∣ ℳ𝑖)𝑑w.

• Т.е. это вероятность сгенерировать 𝐷, если выбирать
параметры модели по её априорному распределению, а
потом накидывать данные.

• Это, кстати, в точности знаменатель из теоремы Байеса:

𝑝(w ∣ ℳ𝑖, 𝐷) = 𝑝(𝐷 ∣ w, ℳ𝑖)𝑝(w ∣ ℳ𝑖)
𝑝(𝐷 ∣ ℳ𝑖)

.
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БАЙЕСОВСКОЕ СРАВНЕНИЕ МОДЕЛЕЙ

• Предположим, что у модели один параметр 𝑤, а
апостериорное распределение – это острый пик вокруг
𝑤MAP шириной Δ𝑤posterior.

• Тогда можно приблизить 𝑝(𝐷) = ∫ 𝑝(𝐷 ∣ 𝑤)𝑝(𝑤)𝑑𝑤 как
значение в максимуме, умноженное на ширину.

• Предположим ещё, что априорное распределение тоже
плоское, 𝑝(𝑤) = 1

Δ𝑤prior
.
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ПРИБЛИЖЕНИЕ 𝑝(𝐷)
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ПРИБЛИЖЕНИЕ 𝑝(𝐷)

• Тогда получится

𝑝(𝐷) = ∫ 𝑝(𝐷 ∣ 𝑤)𝑝(𝑤)𝑑𝑤 ≈ 𝑝 (𝐷 ∣ 𝑤MAP) Δ𝑤posterior
Δ𝑤prior

,

ln 𝑝(𝐷) ≈ ln 𝑝 (𝐷 ∣ 𝑤MAP) + ln (Δ𝑤posterior
Δ𝑤prior

) .

• Это значит, что мы добавляем штраф за «слишком узкое»
апостериорное распределение – то есть в точности штраф за
оверфиттинг!

• Для модели из 𝑀 параметров, если предположить, что у них
одинаковые Δ𝑤posterior, получим

ln 𝑝(𝐷) ≈ ln 𝑝 (𝐷 ∣ 𝑤MAP) + 𝑀 ln (Δ𝑤posterior
Δ𝑤prior

) .
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ДРУГОЙ ВЗГЛЯД

• Другими словами: давайте посмотрим, какие датасеты может
генерировать та или иная модель.

• Простая модель (e.g., линейная) генерирует похожие
датасеты, «мало» разных датасетов, у неё высокая 𝑝(𝐷 ∣ ℳ).

• Сложная модель (e.g., многочлен девятой степени)
генерирует «много» разных датасетов, у неё низкая 𝑝(𝐷 ∣ ℳ).

• Но сложная может хорошо выразить датасеты, которые не
может выразить простая; поэтому в сумме надо выбирать
«среднюю».
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ПРИБЛИЖЕНИЕ 𝑝(𝐷)
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ПРИМЕР: ЧЕСТНАЯ МОНЕТКА ИЛИ НЕТ?

• Две модели для 𝑛 = 20 бросков: ℳ0 — монетка честная,
𝜃 = 1

2 , параметров нет; ℳ1 — 𝜃 неизвестно, 𝜃 ∼ Beta(1, 1).
• Как каждая модель распределяет вероятность по исходам, то
есть по числу орлов 𝑘:
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M0: честная монетка
M1: θ ∼ Beta(1, 1)

• ℳ1 может породить что угодно, поэтому на каждый исход ей
достаётся понемногу ( 1

21 ); ℳ0 ставит на середину.
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ПРИМЕР: ЧЕСТНАЯ МОНЕТКА ИЛИ НЕТ?

• Обоснованность конкретной последовательности с 𝑘 орлами:

𝑝(𝐷 ∣ ℳ0) = 2−𝑛,

𝑝(𝐷 ∣ ℳ1) = ∫
1

0
𝜃𝑘(1 − 𝜃)𝑛−𝑘𝑑𝜃 = B(𝑘 + 1, 𝑛 − 𝑘 + 1).

• Логарифм байесовского фактора ln 𝑝(𝐷∣ℳ1)
𝑝(𝐷∣ℳ0) :
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• При 𝑘 = 10 простая модель выигрывает в 3.7 раза, хотя ℳ1
содержит её как частный случай; сложная едва впереди с
𝑘 = 14, а в 10 раз — только с 𝑘 = 16. Штрафа за сложность мы
не вводили: бритва Оккама получилась сама. 9



ПРАВИЛЬНЫЙ ОТВЕТ ЛУЧШЕ

• Sanity check: тут какие-то штрафы мы навводили; будет ли
истинный правильный ответ 𝑝(𝐷 ∣ ℳtrue) всегда
оптимальным в этом смысле?

• Конечно, для конкретного датасета может так повезти, что не
будет.

• Но если усреднить по всем датасетам, выбранным по
𝑝(𝐷 ∣ ℳtrue)...
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ПРАВИЛЬНЫЙ ОТВЕТ ЛУЧШЕ

• ...то получится

E [ln 𝑝(𝐷 ∣ ℳtrue)
𝑝(𝐷 ∣ ℳ) ] = ∫ 𝑝(𝐷 ∣ ℳtrue) ln 𝑝(𝐷 ∣ ℳtrue)

𝑝(𝐷 ∣ ℳ) 𝑑𝐷.

• Это называется расстоянием Кульбака-Лейблера
(Kullback-Leibler divergence) между распределениями
𝑝(𝐷 ∣ ℳtrue) и 𝑝(𝐷 ∣ ℳ).

• Но это только самый грубый результат о сравнении моделей...
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ЭМПИРИЧЕСКИЙ БАЙЕС



ЭМПИРИЧЕСКИЙ БАЙЕС

• Откуда берутся гиперпараметры?
• Оказывается, их тоже можно оптимизировать!
• У линейной регрессии, например, два гиперпараметра:

𝛽 = 1
𝜎2 и 𝛼 (точность регуляризатора, пусть гребневого).

• Давайте просто попробуем оптимизировать 𝑝(𝐷 ∣ 𝛼, 𝛽)
(marginal likelihood).
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Получается:

𝑝(𝐷 ∣ 𝛼, 𝛽) = ∫ 𝑝(w)𝑝(𝐷 ∣ w)dw,

𝑝(𝐷 ∣ 𝛼, 𝛽) = ( 𝛽
2𝜋 )

𝑁
2

( 𝛼
2𝜋 )

𝑑
2 ∫ 𝑒− 𝛽

2 ‖y−𝑋w‖2− 𝛼
2 w⊤wdw.

• Выделяем полный квадрат так же, как раньше:

𝐴 = 𝛽𝑋⊤𝑋 + 𝛼I,
𝜇𝑁 = 𝛽𝐴−1𝑋⊤y.
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Теперь

∫ 𝑒− 1
2 (w−𝜇𝑁)⊤𝐴(w−𝜇𝑁)dw = (2𝜋)

𝑑
2

√
det 𝐴−1.

• Получается:

ln 𝑝(𝐷 ∣ 𝛼, 𝛽) =
𝑑
2 ln 𝛼+ 𝑁

2 ln 𝛽− 𝛽
2 ‖y−𝑋𝜇𝑁‖2− 𝛼

2 𝜇⊤
𝑁𝜇𝑁 − 1

2 ln det 𝐴− 𝑁
2 ln(2𝜋).

• Это теперь надо максимизировать по 𝛼 и 𝛽, а можно и
разные 𝑑 перебирать, если речь идёт о том, как выбрать
оптимальное число признаков.
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Пример: полиномиальная регрессия, 𝑦 = sin 2𝑥 + 𝜀, 30 точек;
обоснованность по степени 𝑑 при 𝛽 = 4 и разных 𝛼:
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степень многочлена d
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ln
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D
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,α
,β

=
4)

α = 0.005

α = 0.01

α = 0.1

α = 1

• А как оптимизировать?
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Обозначим через 𝜆𝑖 собственные числа матрицы 𝛽X⊤X:

(𝛽X⊤X) u𝑖 = 𝜆𝑖u𝑖

для некоторых собственных векторов u𝑖.
• Тогда u𝑖 будут являться и собственными векторами матрицы

A, с собственными числами 𝛼 + 𝜆𝑖:

Au𝑖 = (𝛽X⊤X + 𝛼I) u𝑖 = 𝜆𝑖u𝑖 + 𝛼u𝑖.
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Теперь будем оптимизировать логарифм маргинального
правдоподобия log 𝑝 (y|X, 𝛼, 𝛽), взяв производную по 𝛼:

𝜕 log det A
𝜕𝛼 = 𝜕 log ∏𝑖(𝛼 + 𝜆𝑖)

𝜕𝛼 = ∑
𝑖

𝜕 log(𝛼 + 𝜆𝑖)
𝜕𝛼 = ∑

𝑖

1
𝛼 + 𝜆𝑖

,

и вся производная будет равна

𝜕 log 𝑝 (y|X, 𝛼, 𝛽)
𝜕𝛼 = 𝑀

2𝛼 − 1
2𝜇⊤

𝑁𝜇𝑁 − 1
2 ∑

𝑖

1
𝛼 + 𝜆𝑖

.
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Приравняем производную нулю:

𝛼𝜇⊤
𝑁𝜇𝑁 = 𝑀 − 𝛼 ∑

𝑖

1
𝛼 + 𝜆𝑖

= ∑
𝑖

𝜆𝑖
𝛼 + 𝜆𝑖

.

• Получается итеративный процесс

𝛼(𝑘+1) = 1
𝜇𝑁 (𝛼(𝑘))⊤ 𝜇𝑁 (𝛼(𝑘))

∑
𝑖

𝜆𝑖
𝛼(𝑘) + 𝜆𝑖

.

• Аналогично по 𝛽: можно заметить, что

𝜕𝜆𝑖
𝜕𝛽 = 𝜆𝑖

𝛽 .
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Значит,

𝜕 log det A
𝜕𝛽 = 𝜕 log ∏𝑖(𝛼 + 𝜆𝑖)

𝜕𝛽 = ∑
𝑖

𝜕 log(𝛼 + 𝜆𝑖)
𝜕𝛽 = 1

𝛽 ∑
𝑖

𝜆𝑖
𝛼 + 𝜆𝑖

, и

𝜕 log 𝑝 (y|X, 𝛼, 𝛽)
𝜕𝛽 = 𝑁

2𝛽 − 1
2

𝑁
∑
𝑛=1

(𝑡𝑛 − 𝜇⊤
𝑛x𝑛)2 − 1

2𝛽 ∑
𝑖

𝜆𝑖
𝛼 + 𝜆𝑖

.

• Итого по 𝛽 получаем

𝛽(𝑘+1) =
𝑁 − ∑𝑖

𝜆𝑖
𝛼(𝑘)+𝜆𝑖

∑𝑁
𝑛=1 (𝑡𝑛 − 𝜇𝑛 (𝛼(𝑘), 𝛽(𝑘))⊤ x𝑛)

2 .
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Как выглядит ln 𝑝(𝐷 ∣ 𝛼, 𝛽) как функция 𝛼, для 𝑑 = 3
(сплошные) и 𝑑 = 10 (пунктир) и разных 𝛽:
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d = 3, β = 1

d = 10, β = 1

d = 3, β = 4

d = 10, β = 4

d = 3, β = 10

d = 10, β = 10

• У сложной модели максимум ниже и уже: обоснованность
сама штрафует лишние степени.
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ЭМПИРИЧЕСКИЙ БАЙЕС

• Итерации сходятся за несколько шагов: для 𝑑 = 3 получилось
𝛼 ≈ 1.47, 𝛽 ≈ 7.97 (для 𝑑 = 10 — 𝛼 ≈ 2.51, 𝛽 ≈ 8.41):

10−5 10−3 10−1 101 103 105

α

−50

−40

−30

−20

−10

0

ln
p(
D
|α
,β

)

d = 3, β = 7.97

d = 10, β = 8.41

• Гиперпараметры подобраны по тем же данным, без
отложенной выборки.
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БАЙЕСОВСКИЙ ИНФОРМАЦИОННЫЙ
КРИТЕРИЙ



BIC В РУКИ

• Мы хотим сравнить несколько моделей ℳ1, … , ℳ𝐾 с
наборами параметров 𝜃1, … , 𝜃𝐾 на наборе данных 𝐷, т.е.
сравнить между собой 𝑝 (ℳ𝑘|𝐷):

𝑝 (ℳ𝑘|𝐷) ∝ 𝑝 (ℳ𝑘) 𝑝 (𝐷|ℳ𝑘) .

• Будем полагать 𝑝 (ℳ𝑘) равномерными. А 𝑝 (𝐷|ℳ𝑘) — это как
раз знаменатель теоремы Байеса:

𝑝 (𝜃𝑘|𝐷, ℳ𝑘) = 𝑝 (𝜃𝑘|ℳ𝑘) 𝑝 (𝐷|𝜃𝑘, ℳ𝑘)
𝑝 (𝐷|ℳ𝑘) .
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BIC В РУКИ

• Нам нужно оценить интеграл

𝑝 (𝐷) = ∫ 𝑝 (𝜃) 𝑝 (𝜃|𝐷) d𝜃 = ∫ 𝑝 (𝜃) 𝑒ℓ(𝜃)d𝜃,

где ℓ(𝜃) = log 𝑝 (𝜃|𝐷).
• Применим лапласовскую аппроксимацию в окрестности
точки максимума правдоподобия 𝜃ML:

ℓ(𝜃) ≈ ℓ(𝜃ML) − 𝑁
2 (𝜃 − 𝜃ML)⊤ 𝐽(𝜃ML) (𝜃 − 𝜃ML) ,

где
𝐽 (𝜃ML) = − 1

𝑁
𝜕2 log 𝑝 (𝜃|𝐷)

𝜕𝜃𝜕𝜃⊤ ∣
𝜃ML

.
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BIC В РУКИ

• Аналогично можно разложить априорное распределение
окрестности 𝜃ML, но там не пропадёт член первого порядка,
поэтому давайте им и ограничимся:

𝑝 (𝜃) ≈ 𝑝 (𝜃ML) + (𝜃 − 𝜃ML)⊤ ∇𝜃𝑝 (𝜃)|𝜃ML
.

• Итого получается, что

𝑝 (𝐷) ≈ ∫ (𝑝 (𝜃ML) + (𝜃 − 𝜃ML)⊤ ∇𝜃𝑝 (𝜃)|𝜃ML
) ×

× 𝑒ℓ(𝜃ML)− 𝑁
2 (𝜃−𝜃ML)⊤𝐽(𝜃ML)(𝜃−𝜃ML)d𝜃.
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BIC В РУКИ

• Но теперь можно заметить, что

∫ (𝜃 − 𝜃ML) 𝑒− 𝑁
2 (𝜃−𝜃ML)⊤𝐽(𝜃ML)(𝜃−𝜃ML)d𝜃 = 0,

потому что это величина, пропорциональная матожиданию
(𝜃 − 𝜃ML) по гауссиану со средним (𝜃 − 𝜃ML) и матрицей
ковариаций 𝐽(𝜃ML)−1.

• А значит, наша аппроксимация превращается в

𝑝 (𝐷) ≈ 𝑒ℓ(𝜃ML)𝑝 (𝜃ML) ∫ 𝑒− 𝑁
2 (𝜃−𝜃ML)⊤𝐽(𝜃ML)(𝜃−𝜃ML)d𝜃.

14



BIC В РУКИ

• Интеграл теперь можно взять — из него получится
нормировочная константа для того же самого гауссиана:

𝑝 (𝐷) ≈ 𝑒ℓ(𝜃ML)𝑝 (𝜃ML) (2𝜋)
𝑑
2 𝑁− 𝑑

2 (det 𝐽(𝜃ML))− 1
2 , или

log 𝑝 (𝐷) ≈ ℓ(𝜃ML)−𝑑
2 log 𝑁+log 𝑝 (𝜃ML)−1

2 log det 𝐽(𝜃ML)+𝑑
2 log(2𝜋).

• Выбросим всё, что не растёт с 𝑁 , и умножим на −2; получится
байесовский информационный критерий (Bayesian
information criterion, BIC), он же критерий Шварца (Schwarz
criterion; Gideon Schwarz, 1978):

BIC (ℳ) = −2 log 𝑝 (𝐷|𝜃ML, ℳ) + 𝑑 log 𝑁,

где 𝑑 — это размерность вектора 𝜃, или число свободных
параметров в модели ℳ.
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ИНФОРМАЦИОННЫЙ
КРИТЕРИЙ АКАИКЕ



ИДЕЯ И ВЫВОД AIC

• Пусть данные 𝑋 = {x1, … , x𝑁} были получены из истинного
распределения 𝑝data(x), а мы пытаемся приблизить их
некоторой параметрической моделью 𝑝 (x|𝜃), 𝜃 ∈ ℝ𝑑.

• Предположим, что мы обучили модель методом
максимального правдоподобия, получив 𝑝 (x|𝜃ML).

• Давайте попробуем оценить, насколько модель 𝑝 (x|𝜃ML)
отличается от неизвестного истинного распределения
𝑝data(x):

KL (𝑝data‖𝑝 (x|𝜃ML)) = 𝔼𝑝data(x) [log 𝑝data(x)
𝑝 (x|𝜃ML)] =

= 𝔼𝑝data(x) [log 𝑝data(x)] − 𝔼𝑝data(x) [log 𝑝 (x|𝜃ML)] .
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• Модель будет тем лучше, чем больше будет
𝔼𝑝data(x) [log 𝑝 (x|𝜃ML)], и для оценки расхождения между
𝑝 (x|𝜃ML) и 𝑝data(x) нужно получить оценку ожидаемого
логарифма правдоподобия.

• Во всех критериях важен логарифм правдоподобия в точке
его максимума, ведь это как раз выборочная оценка
ожидания:

𝔼𝑝data(x) [log 𝑝 (x|𝜃ML)] = ∫ 𝑝data(x) log 𝑝 (x|𝜃ML) dx ≈

≈ 1
𝑁

𝑁
∑
𝑛=1

log 𝑝 (x𝑛|𝜃ML) .

• Но это смещённая оценка как минимум потому, что мы
обучаем параметры максимального правдоподобия 𝜃ML на
том же датасете X, который используется в этой оценке.

16
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• Если истинная модель 𝑝data тоже из семейства 𝑝 (x|𝜃) с
некоторым истинным параметром 𝜃0, то

𝜃0 = arg max𝜃𝔼𝑝data(x) [log 𝑝 (x|𝜃)] ,

но это ожидание берётся по всему распределению.
• 𝜃0 — это «истинная» гипотеза максимального
правдоподобия; при некоторых условиях регулярности
можно доказать, что:

• 𝜃ML(X) → 𝜃0 при 𝑁 → ∞;
• для 𝜃ML(X) верна асимптотическая нормальность, т.е.
распределение величины

√
𝑁 (𝜃ML − 𝜃0) сходится по

вероятности к распределению 𝑁 (0, 𝐼(𝜃0)−1), где 𝐼(𝜃) — это
матрица информации Фишера

𝐼(𝜃) = ∫ 𝑝 (x|𝜃) 𝜕 log 𝑝 (x|𝜃)
𝜕𝜃

𝜕 log 𝑝 (x|𝜃)
𝜕𝜃⊤ dx.
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• Более того, те формулы предполагали, что 𝑝data(x) = 𝑝 (x|𝜃0),
но аналогичные результаты можно получить и если 𝑝data(x)
не принадлежит параметрическому семейству 𝑝 (x|𝜃).

• Пусть 𝜃0 — максимум ожидания логарифма правдоподобия
по 𝑝data, то есть решение системы

∫ 𝑝data(x)𝜕 log 𝑝 (x|𝜃)
𝜕𝜃 dx = 0.

16
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• Тогда при тех же условиях можно доказать, что:
• 𝜃ML(X) → 𝜃0 при 𝑁 → ∞;
• распределение величины

√
𝑁 (𝜃ML − 𝜃0) сходится по

вероятности к нормальному распределению
√

𝑁 (𝜃ML − 𝜃0) →𝑁→∞ 𝑁 (0, 𝐽−1(𝜃0)𝐼(𝜃0)𝐽−1(𝜃0)) ,

где 𝐼(𝜃) — это та же матрица информации Фишера, только по
распределению 𝑝data:

𝐼(𝜃) = ∫ 𝑝data(x)𝜕 log 𝑝 (x|𝜃)
𝜕𝜃

𝜕 log 𝑝 (x|𝜃)
𝜕𝜃⊤ dx;

а 𝐽(𝜃) — это ожидание матрицы вторых производных

𝐽(𝜃) = − ∫ 𝑝data(x)𝜕2 log 𝑝 (x|𝜃)
𝜕𝜃𝜕𝜃⊤ dx.
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• Иначе говоря, на позиции (𝑖, 𝑗) у матрицы 𝐼(𝜃) стоит
ожидание произведения 𝜕 log 𝑝(x|𝜃)

𝜕𝜃𝑖
и 𝜕 log 𝑝(x|𝜃)

𝜕𝜃𝑗
, а у матрицы

𝐽(𝜃) — ожидание второй производной 𝜕2 log 𝑝(x|𝜃)
𝜕𝜃𝑖𝜕𝜃𝑗

.
• И если всё-таки 𝑝data(x) = 𝑝 (x|𝜃0), то

𝜕2 log 𝑝 (x|𝜃)
𝜕𝜃𝑖𝜕𝜃𝑗

= 𝜕
𝜕𝜃𝑖

( 1
𝑝 (𝑥|𝜃)

𝜕𝑝 (x|𝜃)
𝜕𝜃𝑗

) =

= 1
𝑝 (𝑥|𝜃)

𝜕2𝑝 (x|𝜃)
𝜕𝜃𝑖𝜕𝜃𝑗

− 𝜕 log 𝑝 (x|𝜃)
𝜕𝜃𝑖

𝜕 log 𝑝 (x|𝜃)
𝜕𝜃𝑗

,

а в ожидании по 𝑝data(x) = 𝑝 (x|𝜃0) при подстановке 𝜃 = 𝜃0

𝔼𝑝(x|𝜃0) [ 1
𝑝 (x|𝜃0)

𝜕2𝑝 (x|𝜃0)
𝜕𝜃𝑖𝜕𝜃𝑗

] = ∫ 𝑝 (x|𝜃0)
𝑝 (x|𝜃0)

𝜕2𝑝 (x|𝜃0)
𝜕𝜃𝑖𝜕𝜃𝑗

dx =

= 𝜕2

𝜕𝜃𝑖𝜕𝜃𝑗
∫ 𝑝 (x|𝜃0) = 0, то есть здесь 𝐼(𝜃0) = 𝐽(𝜃0).

16



ИДЕЯ И ВЫВОД AIC

• Различные информационные критерии для сравнения
моделей оценивают смещение выборочной оценки для
величины 𝔼𝑝data(x) [log 𝑝 (x|𝜃ML)]

𝑏(𝑝data) = 𝔼X∼𝑝data
[log 𝑝 (X|𝜃ML) − 𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃ML)]] ,

где мы взяли ожидание по датасетам X ∼ 𝑝data.
• Если мы сможем оценить смещение 𝑏(𝑝data), то
информационный критерий можно будет построить,
умножив на −2 аналогично BIC:

IC (X, 𝜃) =
= −2 (логарифм правдоподобия X в 𝜃ML − оценка смещения) =

= −2
𝑁

∑
𝑛=1

log 𝑝 (x𝑛|𝜃ML) + 2 (оценка 𝑏(𝑝data)) .
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• Пример — давайте рассмотрим линейную регрессию с одним
параметром 𝑤:

16
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• И нарисуем графики log 𝑝 (y|𝑤) и 𝔼y∼𝑝data
[log 𝑝 (y|𝑤)]:

16
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• Давайте попробуем оценить 𝑏(𝑝data), разложив как на
картинке на три слагаемых (но теперь в ожидании):

𝑏(𝑝data) = 𝔼X∼𝑝data
[log 𝑝 (X|𝜃ML) − 𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃ML)]] =

= 𝔼X∼𝑝data
[log 𝑝 (X|𝜃ML) − log 𝑝 (X|𝜃0)] +

+ 𝔼X∼𝑝data
[log 𝑝 (X|𝜃0) − 𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃0)]] +

+ 𝔼X∼𝑝data
[𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃0)] − 𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃ML)]] =

=𝐵1 + 𝐵2 + 𝐵3.

• Будем оценивать слагаемые по отдельности.
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• Проще всего оценить 𝐵2, потому что в нём нет 𝜃ML:

𝐵2 = 𝔼X∼𝑝data
[log 𝑝 (X|𝜃0) − 𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃0)]] =

= 𝔼X∼𝑝data
[

𝑁
∑
𝑛=1

log 𝑝 (x𝑛|𝜃0)] − 𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃0)] = 0.

• Это не значит, что 𝐵2 всегда равно нулю; для конкретного
датасета X значение 𝐵2 будет ненулевым, но в ожидании
получится ноль.
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• Чтобы оценить 𝐵3, рассмотрим функцию
𝜂(𝜃ML) = 𝔼𝑝data(z) [log 𝑝 (z|𝜃ML)] и разложим её по формуле
Тейлора в окрестности точки 𝜃0 (её максимума):

𝜂(𝜃ML) ≈ 𝜂(𝜃0) − 1
2 (𝜃ML − 𝜃0)⊤ 𝐽(𝜃0) (𝜃ML − 𝜃0) ,

где

𝐽(𝜃0) = −𝔼𝑝data(z) [ 𝜕2 log 𝑝 (z|𝜃)
𝜕𝜃𝜕𝜃⊤ ∣

𝜃0

] =

= − ∫ 𝑝data(z) 𝜕2 log 𝑝 (z|𝜃)
𝜕𝜃𝜕𝜃⊤ ∣

𝜃0

dz.
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• А 𝐵3 — это ожидание 𝜂(𝜃0) − 𝜂(𝜃ML) по распределению
𝑝data(X):

𝐵3 = 𝔼X∼𝑝data
[𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃0)] − 𝑁𝔼𝑝data(z) [log 𝑝 (z|𝜃ML)]] =

= 𝑁
2 𝔼X∼𝑝data

[(𝜃ML − 𝜃0)⊤ 𝐽(𝜃0) (𝜃ML − 𝜃0)] =

= 𝑁
2 𝔼X∼𝑝data

[Tr (𝐽(𝜃0) (𝜃ML − 𝜃0) (𝜃ML − 𝜃0)⊤)] =

= 𝑁
2 Tr (𝐽(𝜃0)𝔼X∼𝑝data

[(𝜃ML − 𝜃0) (𝜃ML − 𝜃0)⊤]) .

• Теперь можно вместо ожидания матрицы ковариаций по
датасету X подставить асимптотический результат:

𝐵3 = 𝑁
2 Tr (𝐽(𝜃0) 1

𝑁 𝐽(𝜃0)−1𝐼(𝜃0)𝐽(𝜃0)−1) = 1
2Tr (𝐼(𝜃0)𝐽(𝜃0)−1) .
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• Для оценки 𝐵1 нужно провернуть аналогичный трюк с
ℓ(𝜃) = log 𝑝 (𝑋|𝜃), разложив его вокруг своего максимума 𝜃ML:

ℓ(𝜃) = ℓ(𝜃ML) + 1
2 (𝜃 − 𝜃ML)⊤ 𝜕2ℓ(𝜃)

𝜕𝜃𝜕𝜃⊤ ∣
𝜃ML

(𝜃 − 𝜃ML) .

• Мы знаем, что 𝜃ML → 𝜃0 при 𝑁 → ∞; а по закону больших
чисел можно получить, что

− 1
𝑁

𝜕2ℓ(𝜃)
𝜕𝜃𝜕𝜃⊤ ∣

𝜃
= − 1

𝑁
𝑁

∑
𝑛=1

𝜕2 log 𝑝 (x𝑛|𝜃)
𝜕𝜃𝜕𝜃⊤ ∣

𝜃0

→ 𝐽(𝜃0).
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• Следовательно, в нашу оценку можно подставить

ℓ(𝜃ML) − ℓ(𝜃0) ≈ 𝑁
2 (𝜃0 − 𝜃ML)⊤ 𝐽(𝜃0) (𝜃0 − 𝜃ML) .

• А затем и оценить 𝐵1 так же, как оценивали 𝐵3:

𝐵1 = 𝔼X∼𝑝data
[log 𝑝 (X|𝜃ML) − log 𝑝 (X|𝜃0)] =

= 𝑁
2 𝔼X∼𝑝data

[(𝜃0 − 𝜃ML)⊤ 𝐽(𝜃0) (𝜃0 − 𝜃ML)] =

= 𝑁
2 Tr (𝐽(𝜃0)𝔼X∼𝑝data

[(𝜃ML − 𝜃0) (𝜃ML − 𝜃0)⊤]) ,

то есть
𝐵1 = 1

2Tr (𝐼(𝜃0)𝐽(𝜃0)−1) .
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• Осталось только объединить три оценки:

𝑏(𝑝data) = 𝐵1 + 𝐵2 + 𝐵3 = Tr (𝐼(𝜃0)𝐽(𝜃0)−1) .

• 𝐼(𝜃0) и 𝐽(𝜃0) нам неизвестны, т.к. зависят от 𝑝data; если взять
оценки ̂𝐼 и ̂𝐽 , это приведёт нас к информационному
критерию Такеучи (Takeuchi information criterion, TIC):

TIC = −2
𝑁

∑
𝑛=1

log 𝑝 (x𝑛|𝜃ML) + 2Tr ( ̂𝐼 ̂𝐽−1) .

• В качестве ̂𝐼 и ̂𝐽 можно подставить просто усреднённые
значения по датасету в точке максимума правдоподобия:

̂𝐼𝑖,𝑗 = 1
𝑁

𝑁
∑
𝑛=1

𝜕 log 𝑝 (x𝑛|𝜃)
𝜕𝜃𝑖

𝜕 log 𝑝 (x𝑛|𝜃)
𝜕𝜃𝑗

∣
𝜃ML

, ̂𝐽𝑖,𝑗 = − 1
𝑁

𝑁
∑
𝑛=1

𝜕2 log 𝑝 (x𝑛|𝜃)
𝜕𝜃𝑖𝜕𝜃𝑗

∣
𝜃ML

.
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• А если можно всё-таки предполагать, что истинное
распределение данных 𝑝data лежит в параметрическом
семействе 𝑝 (x|𝜃), то есть 𝑝data(x) = 𝑝 (x|𝜃0), то, как мы
обсуждали выше, 𝐼(𝜃0) = 𝐽(𝜃0), и информационный
критерий Такеучи превращается в информационный
критерий Акаике (Akaike information criterion, AIC):

AIC = −2
𝑁

∑
𝑛=1

log 𝑝 (x𝑛|𝜃ML) + 2Tr (I𝑑) =

= −2
𝑁

∑
𝑛=1

log 𝑝 (x𝑛|𝜃ML) + 2𝑑.

• Очень простая формула!
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• Проверим численно на примере с одним параметром 𝑤
(дисперсия шума известна, в выборке 5 точек), на 10 000
случайных датасетах:
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−10 −5 0
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0.02
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0.06
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0.0 2.5 5.0 7.5
0.00

0.05

0.10

0.15

0.20

0.25

B3

• Получилось 𝐵1 ≈ 0.505, 𝐵2 ≈ 0, 𝐵3 ≈ 0.505, всего 𝑏 ≈ 0.993 —
ровно 𝑑 = 1, как и обещала теория.
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• Пример: вернёмся к полиномиальной регрессии с
логарифмом правдоподобия

ℓ(w) = −𝑁
2 log (2𝜋𝜎2) − 1

2𝜎2

𝑁
∑
𝑛=1

(𝑡𝑛 − w⊤x𝑛)2 .

• Давайте теперь для разнообразия будем дисперсию тоже
обучать:
wML = (X⊤X)−1 X⊤t, 𝜎ML

2 = 1
𝑁 ∑𝑁

𝑛=1 (𝑡𝑛 − w⊤
MLx𝑛)2 .

• Тогда при подстановке гипотезы максимального
правдоподобия получится

ℓ(wML) = −𝑁
2 log (2𝜋𝜎ML

2) − 𝑁
2 ,

а параметров в модели будет 𝑑 + 2, где 𝑑 — степень
многочлена.
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• Тогда AIC и BIC получаются такими:

AIC(𝑑) = 𝑁 (log (2𝜋) + log 𝜎ML
2 + 1) + 2(𝑑 + 2),

BIC(𝑑) = 𝑁 (log (2𝜋) + log 𝜎ML
2 + 1) + (𝑑 + 2) log 𝑁.

• AIC штрафует слабее: в нашем примере он выбирает 𝑑 = 7, а
BIC — 𝑑 = 3, как и обоснованность с гиперпараметрами из
эмпирического байеса:

2 4 6 8 10

степень многочлена d

10

20

30

40

50

60

70
−2`(wML)

AIC
BIC
−2 ln p(D | d), эмпирический байес
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Спасибо за внимание!
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